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Введение
Постоянное стремление к повышению эффективности предприятий приводит к не-

обходимости поиска новых инструментов и методов управления. например, для оптими-
зации процессов управления возможно использование комбинации методов системного 
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Аннотация. Работа посвящена практической апробации методов машинного обучения для реализации 
автоматизированного оперативного контроля выполнения технологической операции. В качестве 
объекта исследования выбрана технологическая операция затягивания винтового соединения. Для 
реализации автоматического контроля рассмотрено решение задачи классификации последовательности 
данных, получаемых в ходе выполнения операций. Особенностью задачи является ограниченный на-
бор данных, используемых в обучении и тестировании нейронных сетей. Выполнен обзор источников 
и сравнительный анализ эффективности обучения и применения нейронных сетей с рекуррентной 
и сверточной архитектурами. Экспериментальные исследования выполнены на роботизированном 
стенде с применением прототипа завинчивающего устройства авторской конструкции. на основе 
результатов тестирования рассмотренных моделей предложена архитектура нейронной сети, обе-
спечивающая оптимальное соотношение между точностью и скоростью ее работы.
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Abstract. The work discusses the practical testing of machine learning methods for the implementation of 
automated operational control of technological operation. The technological operation of tightening the 
screw connection was chosen as the object of research. To implement automatic control, the solution of 
the problem of classifying the sequence of data obtained during the execution of operations is considered. 
The distinctive feature of the task is a limited set of data used in training and testing neural networks. The 
authors have performed a review of sources and a comparative analysis of the effectiveness of training and 
the use of neural networks with recurrent and convolutional architectures. The experimental studies were 
carried out on a robotic stand using a prototype of a screw-down device of the authors’ design. Based on 
the test results of the considered models, a neural network architecture is proposed that provides an optimal 
ratio between accuracy and speed of its operation.
Keywords: production automation, advanced control and measuring equipment, neural networks, process 
control, sequence classification.
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подхода с методами машинного обучения [1] либо скользящей шкалы оптимизируемых 
параметров целевой функции [2].

Внедрение киберфизических систем, основанных на технологиях искусственного ин-
теллекта и промышленного интернета вещей (Industrial Internet of Things – IIoT), дает 
новые возможности для развития производства и решает задачи повышения производи-
тельности и качества, снижения затрат, роста рентабельности и конкурентоспособности 
производства [3–5].

Применение интеллектуальных инструментов и устройств позволит оперативно кон-
тролировать выполнение технологических операций, провести анализ и оптимизацию 
его параметров на основе собранных данных. Архитектура системы автоматического 
контроля производственных процессов предполагает централизованную обработку не-
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прерывного потока большого объема данных, поступающих с технологического оборудо-
вания, при этом одной из задач анализа данных является их классификация.

Данная работа посвящена решению задачи классификации временных рядов, получен-
ных с прототипа технологического устройства, применяемого для автоматизированного 
завинчивания винтов и контроля технологических параметров выполняемой операции.

Целью работы является апробация методов классификации при реализации опера-
тивного контроля выполнения технологических операций.

Анализ существующих методов
Традиционные подходы к классификации временных рядов основаны на методах ча-

стотного анализа, авторегрессионных или марковских моделях. Специалисты по глубоко-
му обучению обычно рассматривают рекуррентные архитектуры как отправную точку по 
умолчанию для задач моделирования последовательностей.

Среди задач классификации последовательностей можно выделить следующие типы: 
классификация последовательности (сопоставляется скаляр, определяющий ее тип 
sequence classification); классификация каждого элемента последовательности (вектору по-
следовательности в соответствие ставится вектор классов sequence to sequence classification).

В работе [6] предложен метод классификации временных рядов с  переменным раз-
мером наблюдений, основанный на кодировании формы анализируемого сигнала в виде 
бинарной последовательности фиксированной длины.

В работе [7] проведена систематическая оценка общих сверточных и рекуррентных 
архитектур для классификации последовательностей (звук, текст, временные ряды). 
В  результатах показано, что сверточная архитектура превосходит канонические рекур-
рентные сети, такие как LSTM. Результаты показывают, что TCN (temporal convolutional 
network) убедительно превосходят базовые рекуррентные архитектуры для широкого 
спектра задач моделирования последовательностей.

В работе [8] описана архитектура генеративной сети WaveNet, основанной на после-
довательности сверточных слоев с причинно-следственными связями (causal convolutions 
layers), что по сути является TCN-сетью (см. Рисунок 1). Показано что данная архитек-
тура успешно применяется в генеративных сетях при решении задачи генерации речи на 
основе текста.

Рисунок 1. Сверточные слои с причинно-следственными связями 
Источник: [8].

В работе [9] приведена архитектура нейронной сети, содержащей слои сверточной 
архитектуры и слои сети долгой краткосрочной памяти (CNN-LSTM network). При этом 
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для выделения ключевых признаков последовательности применяются блоки обучения 
локальным признакам (local feature learning blocks, LFLB). Данный подход авторы приме-
нили для определения эмоционального характера речи, представленного в виде аудиопос-
ледовательности. Каждый блок обучения локальных признаков состоит из одного свер-
точного слоя, одного слоя пакетной нормализации, одного активационного слоя и слоя 
подвыборки (maxpooling). Для учета влияния долгосрочных зависимостей из последова-
тельности локальных объектов вводится уровень LSTM.

Реализация метода
Технологический процесс, данные с реализации которого используются для анализа, 

заключается в автоматизированной затяжке винтового соединения. При этом нормально 
протекающий процесс можно условно разбить на четыре этапа:

1) наживление винта, при котором происходит начальный контакт винта и поверхно-
сти отверстия и происходит вход витков резьбы во впадины ответной части;

2) основной цикл, который характеризуется ускоренным закручиванием 95 % длины 
винта; 

3) затяжка винта до заданного крутящего момента, значение которого регламентиру-
ется;

4) ослабление и извлечение инструмента из зацепления с винтом.
В работе [10] авторы подробно рассматривают ошибки, которые могут случиться на 

этапе наживления винта (нормальное вкручивание, непопадание в  отверстие, перекос 
винта и др.). Однако завершающую стадию ослабления и извлечения инструмента слож-
но проконтролировать по изображениям. По этой причине рассматривался заключитель-
ный этап завинчивания – достижение заданного крутящего момента затяжки и последую-
щего его снижения с целью нормального извлечения инструмента. 

Экспериментальный стенд для анализа процесса роботизированного закручивания 
винтов представлен на Рисунке 2.

Рисунок 2. Прототип специального исполнительного устройства, 
установленный на роботе KUKA Kr3 r540 

Источник: здесь и далее рисунки и фото являются авторскими.
Стенд состоит из плиты 1 с резьбовыми отверстиями M3, винта  2, подпружиненной 

биты 3, беспроводного исполнительного устройства 4 с датчиком усилий (см. Рисунок 3), ро-
бота-манипулятора 5 KUKA Kr3 r540, ноутбука 6 для сбора данных от микроконтроллера.
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Рисунок 3. беспроводное исполнительное устройство
целью решаемой задачи классификации является определение зон затяжки и ослабления.
Решаемая задача характеризуется сравнительно малым объемом данных обучающей 

выборки. Для обучения используются 8 временных рядов, полученных в результате вы-
полнения технологической операции в  номинальном режиме. Каждая последователь-
ность содержит 400  значений с  датчика нагрузки (датчик воспринимает как крутящий 
момент затяжки, так и осевое усилие на инструменте).

на Рисунке 4 приведен пример разметки ряда, содержащего значения, соответствую-
щие классам затяжки (T), ослабления (L) и прочие (O).

Рисунок 4. Пример разметки данных
В результате оптимизации гиперпараметров TCN по критериям точности классифи-

кации и производительности оптимальное количество блоков локальных признаков стало 
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равным двум. В качестве эксперимента была рассмотрена архитектура TCN с дополни-
тельным слоем LSTM (см. Рисунок 5).

Рисунок 5. Архитектура нейронных сетей: а – TCN с двумя блоками локальных признаков; 
б – TCN-LSTM с одним блоком локальных признаков и одним слоем LSTM

Результаты экспериментов
Обученные нейронные сети использовались для классификации тестовых последова-

тельностей (не используемых в обучении), результаты которой приведены на Рисунке 6.

Рисунок 6. Результаты применения алгоритмов на тестовых рядах: 
а – LSTM; б – TCN (+ – затяжка;   – ослабление;  – остальное)

на Рисунке 6 приведены графики результатов классификации простой LSTM-модели 
и  модели TCN применительно к  двум тестовым последовательностям. графики демон-
стрируют качественные различия в  работе моделей: несмотря на незначительную по-
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грешность в  определении зоны ослабления, границы перехода состояния технологиче-
ского процесса определены верно.

При реализации методов классификации в реальных условиях производства критич-
ными являются характеристики, обеспечивающие производительность выполнения кон-
троля и скорость переналадки. Для сравнительного анализа моделей их характеристики 
приведены в Таблице.

Таблица

Сравнительные характеристики архитектур нейросетевых моделей

Тип Продолжительность 
обучения

Точность клас-
сификации, %

Продолжительность вычислений
на тестовых рядах, с/ряд

LSTM 8 мин 38 с 76…78 0,065

TCN (2 блока LFLB) 1 мин 11 с 89…93 0,05

TCN_LSTM (1 блок LFLB) 35 с 85…88 0,01

Выводы
несмотря на то, что LSTM показывает неплохую точность классификации, качествен-

ная картина, как видно из Рисунка 6, является неудовлетворительной. Добавление допол-
нительного слоя LSTM не приводит к улучшению качества классификации. В сравнении 
с  LSTM архитектура TCN позволяет решать задачу классификации эффективнее, при 
этом замена одного из блоков определения локальных признаков на слой LSTM дает пре-
имущество в скорости обучения и реализации.

Заключение
Применение методов глубокого обучения для классификации временных рядов при 

реализации оперативного контроля выполнения технологических операций является эф-
фективным. В условиях централизованной обработки потока данных, получаемого с тех-
нологического оборудования, предпочтительной является реализация модели классифи-
кации на основе TCN-LSTM-архитектуры, обеспечивающей баланс между точностью и 
скоростью работы.
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