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Введение
Прогнозирование временных рядов имеет решающее значение во многих областях, 

включая финансы, экономику и здравоохранение. Оно позволяет организациям и иссле-
дователям делать обоснованные прогнозы на основе исторических данных. Существует 
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Аннотация. В статье проводится сравнительный анализ нейросетевых и ARIMA-моделей для про-
гнозирования временных рядов. Оценивается их эффективность и применимость в различных сцена-
риях прогнозирования. Нейросетевые модели, такие как многослойные персептроны и сверточные 
нейронные сети, обладают высокой гибкостью и способностью улавливать сложные нелинейные 
взаимосвязи в данных. ARIMA-модели (авторегрессионные интегрированные скользящие средние) 
предназначены для прогнозирования стационарных временных рядов и часто используются для 
прогнозирования экономических и финансовых данных. В статье описаны теоретические понятия 
ARIMA-модели и нейросетевой модели, указаны виды нейросетевых моделей: персептрон, многослой-
ный персептрон, рекуррентные нейронные сети, сверточные нейронные сети и глубокие нейронные 
сети. Также указаны иные модели прогнозирования: SARIMA и SARIMAx. для сравнения этих двух 
моделей применена программа STATISTIcA. Также в статье оценена точность двух моделей для раз-
личных сценариев прогнозирования с помощью ошибки MAPE.
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Abstract. This article provides a comparative analysis of neural network and ARIMA models for time 
series forecasting. Their effectiveness and applicability in various forecasting scenarios are assessed. neural 
network models such as multilayer perceptrons and convolutional neural networks are highly flexible and 
capable of capturing complex nonlinear relationships in data. ARIMA (Autoregressive Integrated Moving 
Average) models are designed for forecasting stationary time series and are often used to forecast economic 
and financial data. The article describes the theoretical concepts of the ARIMA model and the neural 
network model, and indicates the types of neural network models: perceptron, multilayer perceptron, 
recurrent neural networks, convolutional neural networks and deep neural networks. other forecasting 
models are also indicated: SARIMA and SARIMAx. To compare these two models, the STATISTIcA 
program was used. Also, this paper evaluates the accuracy of two models for different forecasting scenarios 
using the MAPE error.
Keywords: neural networks, forecasting, time series forecasting, ARIMA model, neural network model, 
MAPE error.
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множество различных методов прогнозирования временных рядов, каждый со своими 
преимуществами и недостатками. В статье сравнивается точность прогнозов двух моде-
лей на основе ряда метрик, включая среднюю абсолютную ошибку.

ARIMA-модели
ARIMA – интегрированная модель и методология анализа временных рядов. для про-

гнозирования временных рядов ARIMA использует интегрированную модель авторе-
грессии – скользящего среднего. есть три различных числа (p, d, q), которые используют-
ся для параметризации моделей в ARIMA. В связи с этим модели ARIMA обозначаются 
символом ARIMA (p, d, q). Вместе эти параметры подсчитывают сезонность, тенденцию 
и шум в наборах данных: 

p – это авторегрессионная модель. Модель временных рядов, в которой значения вре-
менного ряда в данный момент линейно зависят от предыдущих значений этого же ряда;

d – интегрированная часть модели;
q – скользящая средняя модели. Именно она позволяет установить погрешность моде-

ли как линейную комбинацию значений ошибок, которые произошли в прошлом.
для сезонного прогнозирования временных рядов можно предложить удачный вари-

ант модели ARIMA – сезонный вариант SARIMA или SARIMAx. В этой модели сезонная 
дифференциация соответствующего порядка используется для удаления нестационарно-
сти из ряда [1; 2].
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Нейросетевые модели
функция искусственной нейронной сети состоит в  том, чтобы отобразить множество 

входов на множестве выходов. В начальный период на некотором множестве пар «вход – вы-
ход» происходит обучение нейросети. В основе нейросети лежит искусственный нейрон.

На Рисунке 1 представлена схема произвольной искусственной нейронной сети.

Рисунок 1. Схема ИНС 
Источник: здесь и далее схемы, рисунки и графики составлены авторами.

Л.г.  Комарцова и А.В. Максимов подчеркивают, что «искусственный нейрон – это 
узел искусственной нейронной сети, являющийся упрощенной моделью естественного 
нейрона» [3, с. 40].

Существуют следующие типы нейронных сетей.
1. «Персептрон – первая модель обучения с учителем. Обучение персептрона требует 

наличие учителя и состоит в таком подборе весов ijw , чтобы выходной сигнал iy был наи-
более близок к заданному значению id . При таком способе обучения каждой обучающей 
выборке, представленной вектором x, поставлено в соответствии ожидаемое значение id  
на выходе i-го нейрона» [4, с. 11].

2. «Многослойные персептроны (MLP) – это нейронная сеть, состоящая из входного, 
выходного и расположенных между ними одного (или нескольких) скрытых слоев нейро-
нов» [5, с. 25].

3. «Рекуррентные нейронные сети (Rnn) являются наиболее подходящими для ана-
лиза последовательных данных, таких как язык. В рекуррентных нейронных сетях невоз-
можно выделить отдельные слои. Сигналы могут циркулировать по сети во всех направ-
лениях, образуя сложную пространственно-временную структуру (pattern)» [6, с. 61].

4. «Сверточные нейронные сети (cnn) являются одной из форм многослойных ней-
ронных сетей. Первая часть состоит из слоев свертки и максимального пула, которые вы-
ступают в качестве экстрактора признаков. Вторая часть состоит из полносвязного слоя, 
который выполняет нелинейные преобразования извлеченных признаков и действует как 
классификатор» [7, с. 10].

5. «глубокие нейронные сети (Dnn) – сети с большим числом слоев для автоматиче-
ского извлечения признаков из сложных данных» [8].
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Прогнозирование временных рядов с трендом 
при помощи ARIMA-модели и нейросетевой модели

для проведения сравнения ARIMA-модели и нейросетевой модели в данном исследо-
вании использовалась программа STATISTIcA. экспериментальные данные, касающие-
ся количества продаж малого бизнеса, были занесены в программу STATISTIcA с целью 
прогнозирования будущего количества продаж. Количество данных составило: 55 значе-
ний для обучающей выборки и 10  значений для тестовой выборки. для этой цели был 
построен линейный график данных (см. Рисунок 2), демонстрирующий предполагаемое 
наличие тренда и нестационарность ряда.

Рисунок 2. Линейный график временного ряда
для подтверждения этого предположения был использован тест дики – фуллера [9], 

выполненный при помощи языка программирования PYThon, результаты которого по-
казали, что ряд является нестационарным. для достижения стационарности временного 
ряда было проведено интегрирование.

На Рисунке 3 можно увидеть продифференцированный линейный график временного ряда.

Рисунок 3. Продифференцированный линейный график временного ряда
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Затем была построена автокорреляционная функция (далее – АКф) [10] и частичная 
автокорреляционная функция (далее – ЧАКф), на основе которых были определены па-
раметры ARIMA-модели: p = 1, d = 1, q = 1 [11].

После подбора параметров был построен прогноз по всей модели (см. Рисунок  4) 
и проведен анализ ее адекватности с использованием трех методов: визуального анализа, 
оценки гистограммы остатков и расчета средней абсолютной ошибки MAPE, задаваемой 
формулой

( )1 2

1
100 %

v v
MAPE abs

v
−

= ⋅ ,

где 1v  – фактические данные; 2v  – прогнозируемые данные.
гистограмма остатков показала нормальное распределение, ошибка MAPE составила 

3,112 %, что свидетельствует о том, что модель адекватна.

Рисунок 4. Прогноз по всей модели
После проверки модели на адекватность можно построить прогноз на тестовой вы-

борке для 10 значений. Ошибка MAPE методом построения прогноза ARIMA-модели со-
ставила 2,554 % (см. Рисунок 5).

Рисунок 5. Ошибка MAPE методом построения прогноза ARIMA-модели
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для создания прогноза временных рядов с использованием нейросетевой модели был 
задействован пакет «Автоматизированная нейронная сеть» в программе STATISTIcA. 
При использовании тех же данных (55 для обучающей выборки и 10 для тестовой) было 
построено 5 нейросетевых моделей: MLP 12–4–1, MLP 12–4–1, MLP 12–2–1, MLP 12–
3–1, MLP 12–4–1, указанных на Рисунке 6. 

Рисунок 6. Построенные сети
для оценки качества этих моделей были проанализированы гистограммы остатков 

и проведено сравнение их прогнозов для временного ряда (см. Рисунок 7). Анализ гисто-
грамм остатков важен для определения соответствия модели предположениям о нормаль-
ности распределения остатков. Сравнение гистограмм помогает выявить различия в точ-
ности прогнозов, а также возможные проблемы в моделях.

Рисунок 7. Прогноз исходного ряда пятью нейросетевыми моделями
После анализа гистограмм и прогноза моделей была выявлена наиболее подходящая 

нейросетевая модель (MLP 12–3–1), с помощью которой была оценена ошибка MAPE 
для тестовой выборки – она составила 10,76 % (см. Рисунок 8).
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Рисунок 8. Ошибка MAPE для тестовой выборки
Прогнозирование временных рядов с факторами 

при помощи ARIMA-модели и нейросетевой модели
Медведева Н.И. утверждает, что «факторы – это те процессы, которые существенным 

образом могут повлиять на дальнейшее развитие событий и их конечный результат, по-
этому они должны учитываться в прогнозах.

При разработке прогнозов важно обозначить, какие факторы признаются неизменны-
ми в будущем, а какие изменяются и включаются в варианты прогноза» [12, с. 405].

для прогнозирования количества продаж можно взять те же данные со следующими 
факторами: «количество рабочих дней», «приток новых клиентов», «затраты на рекла-
му». эти факторы являются изменяемыми.

ARIMA-модель не включает в  себя учет влияющих факторов на конечную перемен-
ную. Она применяется для анализа и прогнозирования временных рядов и фокусируется 
на авторегрессии, интеграции и скользящем среднем значении [13]. Поэтому в исследо-
вании не учитываются факторы, описанные ранее. Так, ошибка MAPE составила 2,554 % 
(как и в прогнозировании временных рядов с трендом).

В прогнозировании нейросетевым пакетом использовались упомянутые ранее факто-
ры, которые представлены на Рисунке 9.

Рисунок 9. факторы, используемые при прогнозировании
Воспользовавшись методом многократных подвыборок, было построено n количество 

нейросетевых моделей. После обучения этих сетей было выявлено, что три из них имеют 
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самый лучший результат: контрольная производительность и тестовая производитель-
ность близки к 1. На Рисунке 10 показаны выявленные три модели: MLP 36–30–1, MLP 
36–20–1, MLP 36–10–1.

Рисунок 10. Наиболее подходящие модели по контрольной и тестовой производительности
Проанализировав гистограмму остатков, ошибку MAPE и прогнозирование исходно-

го временного ряда, можно сделать вывод, что модель MLP 36–30–1 считается наиболее 
подходящей.

Модель MLP 36–30–1 на проекции исходного ряда можно увидеть на Рисунке 11.
Ошибка MAPE этой модели составила 1, 374 %, что представлено на Рисунке 12.

Рисунок 11. Модель MLP 36–30–1 на проекции исходного временного ряда

Рисунок 12. Ошибка MAPE для модели MLP 36–30–1
Заключение

Таким образом, в результате исследования можно сделать вывод, что ARIMA-модель 
лучше всего подходит для данных, которые являются стационарными либо имеют тренд. 
Также ARIMA-модели хорошо работают с данными, которые имеют сезонность, напри-
мер, ежедневными или ежемесячными данными.

Нейросетевые модели лучше всего подходят для данных, которые являются нестацио-
нарными, имеют сложную зависимость между переменными, имеют факторы, влияющие 
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на прогноз. Они также хорошо работают с  данными, которые имеют высокую размер-
ность или содержат пропуски или выбросы.

этот вывод может быть полезен при выборе метода прогнозирования исходя из спец-
ифики данных и задачи исследования.

Также в качестве итога можно отметить, что вместо использования ARIMA-моделей 
при прогнозировании данных, имеющих факторы или сезонность, лучше использовать 
модель SARIMA или SARIMAx.
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